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Capitulo 1

Introduccion

1.1. Algebra lineal

Empezaremos tomando la siguiente matriz:

X1 X o0 Xy Xip
Xo1 Xo Xoj Xop
X —
le Xi2 ng Xip
i an Xn2 e an an ]
Entonces cada renglén representa a un vector z; € R? i = 1,...,n., esto

puede verse como que tenemos n vectores renglén de dimensiéon p.

1.1.1. Combinacion lineal de vectores

Sean Xi,Xg, ..., Xp p vectores de dimensién n, si tenemos ki, ko, ..., k, es-

calares, entonces

klxl + k’ng + ...+ kpxp

es una combinacion lineal de p vectores.
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Ejemplo: Encuentra la combinacién lineal.

[z] 4 [z] = 3 [].
donde
2 1 10
Xp= |3 [, X2=]|1],x3=| 1
6 2 2
Solucion
2 1 10 24+1-30 —27
Xit+xe—3xz3= |3 |+ |1 |—-3| 1 |=]|3+1-3 |= 1
6 2 2 6+2—-6 2

1.1.2. Independencia lineal

Un conjunto de vectores X1, Xa, ..., Xp es considerado linealmente indepen-

diente si

k1X1+k2X2+...+kpxp:0

tiene como unica soluciéon ky = ky = ... =k, =0
Un conjunto de vectores xi,Xs,...,Xp es considerado linealmente depen-

dientes si existe al menos un x; tal que

klxl 4+ ...+ ]{,'2'71X171 + kiJrlXiJrl +.o.+ kpxp = X

1.1.3. Rango de un conjunto de vectores

En un conjunto de vectores n-dimensionales, el nimero maximo de vectores
linealmente independiente en el conjunto es llamado el rango del conjunto de
vectores. Debemos notar que el rango del conjunto no puede ser mayor a su
dimensién.

Ejemplo
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25 5 1
Obtener el rangodex; = | 64 |,X2=| 8 |,x3=1] 1
144 12 1

Solucién: x7,X2,X3 son linelamente independientes,ya que no existen ky,
ks v ks diferentes de 0 tales que k1x1 + koxXo + ksxg = 0 por lo tanto el rango
del conjunto de vectores x7,Xx2,X3 es 3.

A continuacién se presentan algunos teoremas relacionados con estos temas.

Teorema 1. Si un conjunto de vectores contiene el vector nulo (0), el conjunto

de vectores es linealmente dependiente.

Sea Aq,Agz,---, A, un conjunto de vectores de dimensién n, entonces
k1Aq + koAg + ... + k,Ap = Ag es una combinacién lineal de p vectores.
Si asumimos que A; es el vector 0, cualquier valor de k1 con ky = k3 =
... = k, = 0 satisface la ecuacién de arriba. De aqui se tiene que el conjunto
de vectores es linealmente dependiente ya que existe una solucion diferente a

ky=ky=hs=.. . =k, =0

Teorema 2. Si un conjunto de vectores son linealmente independientes, enton-

ces un subconjunto de los p vectores tiene que ser linealmente independiente.

Sea este subconjunto Aaq, Aaz, -+, Ayp donde m<p. Suponiendo que este
subconjunto es linealmente dependiente, la combinacion lineal k1 A 1 +ko A+
...+ kyAsp = 0 tiene una solucién no-trivial. Entonces k1Aa; + kaAae +
oo+ kpAap + 01 A py) + .- + 0kpAam = 0 también tiene una solucién
no trivial, donde Agpi1), -, Aam son los (m — p) vectores restantes. Esto
es una contradiccién. Entonces un subconjunto de un conjunto de vectores

linealmente independiente no puede ser linealmente dependiente.

Teorema 3. St un conjunto de vectores es linealmente dependiente, entonces

al menos un vector puede escribirse como combinacion lineal de otros.
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Sean Aq,Ag,---, A, vectores linealmente dependientes, entonces existe
un conjunto de numeros kq, ..., k,, no todos cero para la combinacion lineal

k1Aq+koAg + ...+ k,Ap = 0 sea m uno de esos valores k;, ¢ = 1,...,p que no

B Em k
son cero, entonces A, = %Al — o T A — P A — B AY

m

lo que prueba el teorema.

Teorema 4. Si la dimension de un conjunto de vectores es menor que el nime-

ro de vectores en el conjunto, entonces el conjunto es linealmente dependiente.

1.1.4. Sistemas de ecuaciones lineales

Un conjunto de m ecuaciones lineales con p incégnitas se puede escribir

CcOo1mo

xuk:l +...+ l’lnl{?n = C1

Tkl + ...+ Tk, = ¢
donde kq, ko, ..., k, son desconocidas. Podemos reescribir estas ecuaciones

con la notacion de vectores de la siguiente manera

k1X1+k2X2+...+ann:O

donde
T11 T12 Tin
Tm1 Tm2 Lmn
El problema ahora se convierte en econtrar los escalares ki, ..., k, tales
que

k1X1+k2X2+...+ann:O.
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1.1.5. Producto punto

Sea X = [T1,%2,...,%,] Y'Y = [y1, Y2, - . ., Yn] dos vectores n-dimensionales.
Entonces el producto punto entre los vectores x = [r1,Z9,...,2,] ¥y =
[Y1,Y2, - - -, Yn] se define como X -y = z1y1 + Toyo + ... + Tl = Doy TiY;. Al
producto punto también se le llama producto interior o escalar. Tambien se le
define como: x -y = ||z|| ||y|| cos(0)

Ejemplo

Encuentra el producto punto de los vectores x = (4,1,2,3)yy = (3,1,7,2).

Solucion

xy = (4,1,2,3)-(3,1,7,2)

= @B+ M)+ )7 +3)2)
= 33.

Una propiedad trigonométrica de nuestro interés y que sera utilizada mas

adelante es la siguiente.

ady P, Ty
hip —lzll =l flyl

donde z - y es el tamano de la proyeccién de x sobre y, por ejemplo
r=(2,3) y y=(5,3) entonces

ey _ 19 _
Wl = vai — 52584

|x-y| o | Xy

Iyl /Sy?

[Pl = [l cosf] =

Ejemplo
Si tenemos dos vectores aleatorios con media 0, el coseno del angulo entre

ellos es su correlacion. x =0,y =0

3TiY;

= cosf
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1.1.6. Transformaciones lineales

Las transformaciones lineales son de la forma
Ar =y
algunos ejemplos de éstas son las siguientes.

matriz de rotaciéon en una angulo € en sentido inverso a las manecillas del

reloj

T cosl —sinb T

Yy sitnf  cosf Yy

matriz de rotacion en el sentido de las manecillas del reloj

T cosf)  sinb T

Y —sinf  cosf Y

matriz para cambiar de escala (ya sea amplificar k& > 1 o reducir k < 1

! kX 0 T
Y 0 kY Y

Inclinando con respecto al eje x
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1.1.7. Eigenvalores y eigenvectores

Para poder hablar de eigenvalores y eigenvectores primero debemos de
considerar una matriz cuadrada A de (p X p) y un vector x en RP. Muchas
aplicaciones se resuelven al encontrar vectores x tales que x y Ax son parale-
los. Para resolver este problema primero se presentaran algunas definiciones y
conceptos.

Definicién

Sea A una matriz de p x p. El niimero real A es llamado eigenvalor de A,

si existe un vector x # 0 en R? tal que

Ax = \x

Cada vector x diferente de cero que satisface la ecuaciéon de arriba es
llamado un eigenvector de A asociado al eigenvalor \. A los eigenvalores
también se les llama valores propios, valores caracteristicos o valores latentes.
Asi mismo, a det(A,, — A) se le llama polinomio caracteristico de A.

Procedimientos para calcular valores y vectores propios
1. Encontrar p(\) = det(A — AI).
2. Calcular las raices i, Ag, ..., A, de p(A) = 0.

3. Resolver el sistema homogéneo (A — A\;I)c; = 0 que corresponde a cada

valor caracteristico de A;.

EJEMPLO
A continuacién se presenta un ejemplo para calcular los valores propios de
una matriz.

Sea
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Se desean obtener todos los niimeros reales A y vectores x # 0 que satisfacen

Ax = MX, esto es,

1 1 1 T

-2 4 ) i)
Esta ecuacién equivale a:

T+ 9 = A1y

—2x1 + 4x9 = ATo

6

A=1)x;—22=0

201+ (A —4)z2 =0

Esta ecuacion es un sistema homogéneo de dos ecuaciones con dos incégni-
tas. Se puede decir que este sistema tiene solucién no trivial si y solo si el

determinante de la matriz de coeficientes es cero, esto es

A—-1 -1
2 A—4
Esto quiere decir que

A=1)(A=4)+2=0

=0

6

AN —B5A+6=0=(\—3)(\—2).
por lo que

)\1:2}7/\2:3

son los eigenvalores de A. De esta forma podemos calcular el eigenvector

1 1 1 _ 9 T
-2 4 i) i)

Esta ecuacién equivale a:
1+ Ty = 21’1
—21’1 + 4ZL'2 = 2:[‘2

finalmente tenemos
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Ty — 29 =0

201 — 229 =10

entonces los vectores que satisfacen estas ecuaciones son de la forma x; = x5
para A = 2, por ejemplo, el vetor x = (1,1). De forma andloga procedemos
con A\ = 3 obteniendo que los eigenvectores asociados a este valor son de la
forma xy = x2/2, por ejemplo el vector x = (1,2).
Propiedades

Sea A una matriz de orden p X p. Entonces

L Y77 A\ = traza(A).

2. Al =det(A) =TI, i = A s Ao s - Ay

3. Si A es positiva definida , entonces A\; >0 (i =1,...,p)

4. Si A es una matriz de nimero reales simétrica, entonces sus eigenvalores

y eigenvectores son reales.

5. si A es positiva semidefinida de rango r, entonces exactamnete r de los

A; son positivos y (p — r) son cero.

6. Si\; # \; entonces los eigenvectores asociados son ortogonales,x;.x; = 0.
Es decir si todos los \; son distintos, entonces L la matriz que tiene como

columnas a los eigenvectores x; es ortogonal LL' = I.

1.1.8. Diagonalizacién de matrices

Se dice que una matriz A es diagonalizable si puede escribirse como:
A=PDpP™!

donde P es una matriz invertible cuyos vectores columna son los eigenvectores

de A y D es una matriz diagonal formada por los eigenvalores de A.
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Teorema 5. Una matriz A es diagonalizable si todas las raices de su polinomio

caracteristico son reales y diferentes.

Si ademas la matriz P es ortogonal se dice entonces que la matriz A es

diagonalizable ortogonalmente, pudiendo escribirse como
A= PDPF

Nota:

Si todas las raices del polinomio caracteristico de A son reales y no todas
diferentes, entonces A puede o no ser diagonalizable. El polinomio caracteristi-
co de A puede escribirse como el producto de n factores, cada uno de la forma
A — Jj, donde A; es una raiz del polinomio caracteristico. Ahora los eigenva-
lores de A son las raices reales del polinomio caracteristico de A. De aqui que

el polinomio caracteristico se pueda escribir como

A=A =) (A= A
donde Ay, s, ..., A, son los distintos eigenvalores de A, y ki, ks, ..., k, son
enteros cuya suma es n. Al entero k; se le llama la multiplicidad de \;. Se
puede demostrar que si las raices del polinomio caracteristico de A son todas
reales, entonces A puede ser diagonalizada si y solo si para cada eigenvalor \;
de multiplicidad k; podemos encontrar k; eigenvectores linealmente indepen-

dientes.

Teorema 6. Cualquier matriz cuadrada simétrica con coeficientes reales es

ortogonalmente diagonalizable. Se le conoce como Teorema Espectral.

Ejemplo
Sea

12 2
A=121 2

2 21
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Los eigenvalores y eigenvectores de A son : 5, -1 y -1

1 -2 0
V31|, 1/vV6| 1 | y1/V2| —1

1 1 1
respectivamente.

Entonces por la descomposicion espectral se tiene que

| 9 0
A=5/3]1 [1 1 1}—1/6 | [—2 | 1}—1/2 1 [o 1 1}
| | |

1.1.9. Matrices no-negativas definidas

Este tipo de matrices son las que nos interesan principalmente, debido a
esto, se tomaran en cuenta las siguientes propiedades.

Definicién

Cuando x’Ax > 0 para todo x diferente a x = 0 se dice que se X’ Ax es una
forma cuadrética positiva definida, y A es una matriz positiva definida(p.s.).

Definicién

Cuando x’Ax > 0 para todo x y xX’Ax = 0 para algunos x # 0 enton-
ces X’Ax es una forma cuadratica semi-positiva definida, y A es una matriz
semi — positiva definida(p.s.d.).

Definicién

Los dos tipos de matrices tomados juntos, positivo definido y positivo semi-
definido, son llamados no — negativos definidos(n.n.d.).

Si son simétricas tienen las siguientes propiedades:

1. Todos sus eigenvalores son reales.
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2. Son diagonalizables.
3. El rango iguala el nimero de eigenvalores diferentes de cero.

Teorema 7. Los eigenvalores de una matriz simétrica son todos no-negativos

sty solo si la matriz es n.n.d.

1.2. Distancia

1.2.1. Definicién de distancia

Para que una funcién entre dos puntos sea considerada distancia debe cum-

plir con las siguientes propiedades:
d(z,y) > 0Vr #y

dz,y) =0 zx=y
d(z,y) < d(z,2) +d(z,y) Va,y, 2
Ejemplo

La distancia Fuclideana:

P (x,y) = (x —y)' Az — y)

donde A > 0 es decir una matriz positiva definida.

Podemos representar a todos los elipsoides con la siguiente expresion:
Ey = x € RPtales que(xr — o) A(x — z9) = d?. De esta manera si tenemos
que A = I larepresentacién nos da un circulo, de otra forma tenemos elipsoides

que dependen directamente de la matriz A.

1.2.2. Norma de un vector

Sean z y y vectores, a norma de un vector (representada ||z||) se define

CO1mo:
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||| = d(0,2) = Va'x
|zl , = Va'Ax

La tultima notacion se lee como norma modulo A.

1.3. Conceptos multivariados de Media y Va-
rianza

Retomando la matriz

Xn X o Xy oo Xy,

Xor Xo1 -0 Xy -0 Xy
X =

X X -0 Xy o0 Xy

Xop Xpo oo Xpj o Xy

Tenemos que cada renglén de la matriz es una realizacion de nuestro vector
aleatorio con p variables, X' = (X1, Xo, ..., X,).

Con estas variables es posible calcular las siguientes funciones

1.3.1. Media Pobalcional

La media poblacional, cuando existe, se define como:
EIX)) = [ w1dF(a)) = u
E[X,] = [2,dF(z,) =

1.3.2. Varianza y Covarianza poblacional

La varianza poblacional, cuando existe, se define como:
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Var[Xi] = [(v1 — )’ f(21)dw1 = of

Var[X,| = f(xp - :“p)2f(xp)dxp = 0—]%

La covarianza poblacional se define como:

cov(x1,22) = [ [(x1 — ) (w2 — p2) f (21, x2)dx1das = 012

1.3.3. Matriz de varianzas y Covarianzas poblacional

En la teoria de la estadistica y probabilidad, la matriz de covarianzas es
una matriz que tiene como entradas a las covarianzas entre las variables alea-
torias del vector. Es la generalizacion natural a dimensiones mas grandes, del
concepto de varianza de una variable aleatoria.

Si X es un vector columna con p variables aletorias con media p i.e.

pr = E[Xk], entonces la matriz de covarianza se define como:

Y = E[(X — E[X])(X — E[X])'] = var(z) (1.1)
_ E[(Xy— ) (X1 — )] El(X1 = p)(Xz = p2)] - E[(X1 — ) (Xn — )]
_ | Bz = ) (Xy — )] E[(Xy = po) (X —p2)] -+ E[(Xy = o) (X — p1p)]
| El(Xp = pp)(Xy — )] E[(Xp — pp)(Xo = p2)] -+ El(Xp — 1) (Xp — )] i

El elemento (4, j) de la matriz es la covarianza de X; y X esto es (cov(z;, x;)).

Las nomenclaturas de esta matriz difieren segiin el autor, algunas veces se
le llama matriz de varianza del vector aleatorio X, debido a que es la genera-
lizacién natural a dimensiones més grandes de la varianza uni-dimensional.
Otras veces es llamada la matriz de covarianzas debido a que es la matriz de

covarianzas entre los componentes del vector X.
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0x1x1 +++ O0X1Tp
02Xy -+ 02T
Y=
i OTpXy -+ OTpTp i

1.3.4. Matriz de Correlaciones Poblacional

Otra matriz de nuestro interés es la matriz R que contiene las correlaciones

Paiw; = cov(xi, x7) [/ (ar(z;)var(z;):

Pzizy  *°°  Prixy

Pzozy " Pzozy
R =

Prpzr  ~°° Papay

1.3.5. Media Muestral

La media muestral de la j-ésima variable estd dada por

X; = 15"  x;; Denotaremos al conjunto de las medias en un vector de

~n
medias muestrales

%' = (X1,...,%p)

1.3.6. Varianza y Covarianza muestral

La varianza muestral de la j-ésima variable se calcula como:
—g2__1 ¥ o7
Sjj = 5 = o3 Zi:l(xlj ;)
La covarianza entre la j-ésima variable y la k-ésima variable esta dada por

_ 1 n — =
Sik = 71 2uiet (Tij — T3) (Tir — Tk)
La matriz de covarianzas muestral denotada por S, contiene a las varianzas

y covarianzas.
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S1 ... Sip

S= Y ixi—X)(x—%) =

1.3.7. Propiedades

Para ¥ = E[(X — E[X])(X — E[X])'] v pr = E[X}] se tienen las siguientes

propiedades basicas:
1. X=E(XX") — u
2. var(d'X) = dvar(X)a
3. X es una matriz positiva semi-definida
4. var(AX + a) = Avar(X)A’
5. cov(X,Y) = cov(Y, X)
6. cov(X; + X2,Y) = cov(X1,Y) + cov(Xs,Y)
7. Sip=q, entonces cov(X +Y) = var(X)+cov(X,Y)+cov(Y, X)+var(Y)
8. cov(AX,BX) = Acov(X, X)B’
9. Si X y Y son independientes, entonces cov(X,Y) =0

donde X; y X5 son vectores aleatorios de (p x 1), Y es un vector aleatorio

de (¢ x 1), Ay B son matrices de (p X ¢) y a es un vector de p x 1.

Teorema 8. Si X y Y son wvariables independientes entonces p(X,Y) =

cov(X,Y) =0

nota: el converso no siempre es cierto, por ejemplo sean X ~ N(0,1) y

Y = X2 variables aleatorias no independientes.

E(X)=0y E(X?) =1yaquevar(z) = BE(X —0)* = E(X?) =1
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Cov(X,Y) = E(XY) - E(X)(Y) = E(X?®) = 0 la tltima igualdad se
obtiene por la simetria de la funcién de densidad normal.
NOTA:Si X y Y son normales y cov(X,Y) = 0 entonces las variables son

independientes.

1.4. Normal multivariada

Sea X, = (0;;) una matriz simétrica, positiva semidefinida y f,,1. x ~

Ny(p, %) siy solosit'x ~ N(t'u, t'St) Vit e RP.

Proposicién 1. x ~ N,(u,X), E(x) = [, var(x) = X. si t es el vector
candnico se tiene x; ~ N(u;,04) sit=(0,...,1,...,1,...,0) donde t; =1y
=1

z; + x5 ~ N(Wi + pj, 0 + 045 + 2045), 1 # J
por otro lado sabemos var(z; + x;) = 04 + 0j; + 2cov(x;, x;)

por lo tanto cov(x;, x;) = 0.

Proposicién 2. A, y Xp1 = Ax ~ N,(Ap, AXA)

1.4.1. Funcidon de densidad

La funcién de densidad probabilistica para x normal multivariada con me-

dia p y matriz varianzas covarianzas .

() = (@) #2det(2) erpl g (x — p)' S (x — )]

1.4.2. Transformacion de Mahalanobis

., _1 :
Tomemos la transformacién z; = S~ 2(z; — p) con ¢ = 1,...,n. A esta
transformacién se le llama «transformacion de Mahalanobis». Aplicando la

proposicion 2 podemos obtener:
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var(z) = 5, = §728577 = I,

Con esta trasformacion se elimina la correlacion entre las variables y es-

tandariza la varianza.

1.4.3. Mezcla de Normales

Por ejemplo si se extraen al azar observaciones de tres distintas poblaciones
normales. Entonces formalmente se tiene una variable Y ~ discreta(py, ps, p3)
y segun el valor que tome Y se muestrea de N;. Si Y =1 se elige una muestra

de una N (p;,0?). La variable aleatoria resultante tiene funcién de densidad:
f($) = Zp(y)fNormal(m;,Uy,O';)
Y

Densidad estimada de una Mezcla de Normales

nsity
0.04 0.06 0.08 0.10
. . . .

0.02
L

0.00
L

T T T T T
0 4 8 12 16
N=1000 Bandwidth =0.7777

Esta es una distribuciéon multimodal y por tanto no normal.
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Componentes principales

Para tener una idea del andlisis de componentes principales, daré un ejem-
plo en el plano. Si se tienen mediciones x; como alturas y x5 como pesos de
un grupo de personas. Abajo aparece la gréafica de dispersion de los datos. El
analisis de componenetes principales tiene como objetivo reducir la dimensién
y conservar en lo posible su estructura, es decir la ”forma” de la nube de datos,

que por cierto no depende de los ejes utilizados para dar las coordenadas.

En este ejemplo se buscara proyectar los datos sobre un eje que reproduzca
de la mejor manera la ”forma”de la nube de datos.

El primer paso es centrar los datos en el centroide (X, X3) y después se
hace una rotacién, de manera que la "las proyecciones”sean lo mas parecidas
posibles a los vectores originales. En la figura de arriba puede verse que los
individuos que quedan a la izquierda en el eje OY'1, son los mas pequenos
en talla, y a la derecha los mas grandes. Tomado en cuenta el otro eje OY2,
los sujetos que quedan por encima de este son los aquellos que tienen un peso
mayor dada la estatura, y por debajo los que tienen poco peso dada su estatura,
es decir este eje habla de habla de la forma de los sujetos. Para estos sujetos

ocurre que varian mucho en talla y hay poca variaciéon en la forma.

Para este procedimiento se requiere girar los ejes, esto se consigue aplicando
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una transformacién lineal a los datos, esto es

Y, cosa  sina X4 Xicosa+ Xosina

Y, —sina  cos« X5 — X sina + X5 cosa
Las proyecciones de los puntos sobre el eje OY'1 son una buena aproxima-

cion a los datos, ya que en la otra direccién hay poca variacion.
Entonces se puede usar tinicamente

Y1 = Xjcosa+ Xysina, y asi la nueva variable Y] resume a las otras dos.

Pi

dirl[, 2]
-10 0 10 20
Q

-20

T T T . .
-20 -10 0 10 20
dir1, 1]

Figura 2.2: Proyeccién de un punto sobre un nuevo eje

Por Teorema de Pitédgoras se tiene que:

(OP,)* = (OF))* + (PF))*.

La cantidad (P,P/)? puede ser vista como error.

Si se hace la sumatoria sobre todos los sujetos desde ¢ = 1,...,n y se divide

entre n — 1 se tiene

O — S(0PR)* _ S(0P))?
n—1 n—1

S(PP))?
n—1

+

S(PiP))?

El objetivo es entonces minimizar la cantidad =

Ahora X (OP;)? es una cantidad fija, no depende de los ejes de coordenadas,
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S(P;P))?

n—1

$(OP!)?

—1~, esta ultima

y por tanto minimizar es equivalente a maximizar
cantidad coincide con la varianza de las proyecciones sobre eje OY1,es
decir que el dngulo de rotaciéon que se busca es aquel que MAXIMIZE la
varianza de las proyecciones.

En general se tienen datos en un espacio de p dimensiones entonces se
busca la transformacion lineal a’x = y; de manera que tenga méxima varianza,
se conoce como primer componente principal. Si el vector x tiene matriz de
varianzas y covarianzas Y entonces var(y;) = var(a’z) = a’3a

Se buscan también otras combinaciones lineales Y; de las variables originales

}/i = CLﬂXl + CLQXQ + ...+ (lz'po

que sean ortogonales entre si (y; ortogonal a y;) y que de manera sucesiva
vayan maximizando la varianza.

Digamos

Y1 = a1 + apxo + ...+ A1pTp.

Elegir a; de manera que la var(y;) sea de maxima varianza.

Si a se toma de norma muy grande, entonces la varianza de y; puede ser
tan grande como se quisiera, de manera que se deben imponer condiciones a
a; para acotar el tamano de varianza, la condicién que se impone es

lai|| =ai-a1 =1

De esta manera obtenemos

var(y;) = var(ayz) = a)3ay

Esta es la funcién objetivo, es decir, debemos encontrar que vector a; es el
que maximiza a}Xa; y ademés af - a; = 1.

Para lograr maximizar estas condiciones se usan multiplicadores de La-
grange:

f(z1, 20, ..., 2,) sujeto a g(z1, T2, ...,2,) = ¢,
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donde f es una funcién diferenciable. Existe una A tal que g—é — )\g—i =0.

en este caso es

L(ay) = ai3a; — Majay — 1)

L
a— = 22@1 — 2)\&1
8a1

al derivar e igualar a cero, se tiene (X — Al)a; = 0 entonces resulta que a;
es eigenvector de X y A su eigenvalor, que equivale a decir que
X — AI| =0.
Sean Aq, Ag, ..., A, los eigenvalores que satisfacen
A
AM>X>...> )\, >0y X =AAA" donde A =
Ap

NOTA. Esto se da pues la matriz es simétrica y semi positiva definida.

. Cual de ellos determina a la primer componente?

var(a) X) = a)Xay

=a\Ma

=A

Como interesa que sea el que maximize la varianza, A es el mayor de los
i, digamos ;.

Entonces a; es el eigenvector asociado a A;.

Para buscar la segunda componente y, = a5, X, se impone también la con-
dicién abay = 1, y ademds y, debe ser no correlacionada a y;, entonces su
covarianza debe ser cero. Haciendo el desarrollo se tiene

cov(yz, 1) = cov(ab X, ay X)

= Elay(x — p)(z — p)'ai]

= ahbYa,

Se sabe que

Ya; = A\ja; y sustituyendo en la expresion anterior se tiene
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Aabay = aythay =0
& aha; =0
es decir que a; es perpendicular a as.
L(as) = abYay — Aahay — 1) — dabay
oL
Dan = 2(2—)\])(12 —56L1 =0
Premultiplicando esto por a y operando
2a)¥as —6 =0
como ajas = 0y como también a}Xas = 0 (no correlacionado), se tiene que
9 debe ser cero, entonces la ecuacion que interesa es (X —AI)as = 0y de acuerdo
a esto Ay corresponde al segundo eigenvalor y as al segundo eigenvector.
Cuando hay eigenvalores iguales se eligen eigenvectores ortogonales.
Sea A = [ a; Gy ... G

Sea Y1, el vector de las componentes principales.

Y =AX
La matriz de covarianzas de Y es A y esta dada por
(D 0 0 .. 0]
Ao 0 X 0 ... O
0O 0 0 ... X\

var(Y) = A'SA = A/ ANA'A = A

traza(A) = >0 N =>0  var(y;)

traza(A) = traza(A'’SA) = traza(XAA") = traza(X) = Y 0 var(x;)

> var(ys) = >0, var(x;)

Esto es util para determinar el nimero de componentes a utilizar.

Si se considera como varianza generalizada a )}, 0%; = traza(X), en-
tonces

traza(X) = >0 | A

De esta forma tenemos que
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s~ nos dice el porcentaje de la varianza generalizada que es explicado

=177

por la componente j-ésima y
Zg=1 Ai

P by

=17

nos da el porcentaje de la varianza generalizada dado por las pri-
meras j componentes principales.

La covarianza entre x; y y; es el vector Ya; = Aja; entonces

cov(z;,yj) = \jai; ¥

Ve

corr(x;,y;) =
_ VN
=¥

NOTA.- Como se desconoce ¥, todo en la practica se hace con su estimador

Cuando se trabaja con distintas unidades conviene hacer el andlisis con la
matriz R de correlaciones. Los eigenvectores de R y S no coinciden, y no hay

una forma de obtener unos a partir de los otros.
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Capitulo 3

Analisis de factores

Nuevamente el vector 2’ = (x,...,x,) contiene las p variables que intere-
san estudiar los n individuos de la muestra. Las variables consideradas tienen
unaescala de medicién continua.

La correlacién 7;; entre dos variables z; y z; puede deberse a que ambas
tienen una relaciéon con otra variable z; que se considera como no observable,
es decir que si z; estd relacionada con z;, y x; esté relacionada con zj, entonces
debe haber una relacién entre x; y x;.

El coeficiente de correlaciéon parcial r;;, mide la asociacién que hay entre x;
y x; luego de remover el efecto que tiene 2z, en cada una. Se puede pensar que
si el valor de 7;;; se acerca s cero, sucede que zj ha explicado la correlacién
existente entre x; y x;; pueden considerarse varias variables zi,..., 2, para
explicar la asociacién entre z; y x;.

La idea en andlisis de factores es explicar las correlaciones contenidas en
R = [ri;] a través de un conjunto de variables no observables fi,..., f,, de
manera que las correlaciones parciales r;;f  ; sean muy pequenas, se
busca también que esa m sea pequena.

Por ejemplo las calificaciones que los estudiantes puedan sacar en célcu-

lo mental, manejo de vocabulario, comprensiéon de lectura, dibujo,etc, estan

27
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correlacionadas entre si, ya que cada estudiante posee cualidades como in-
teligencia, memoria, habilidad espacial,etc, todas estas cualidades no pueden

medirse directamente por lo que se les considera como no observables.

3.1. Modelo Basico

En anélisis de factores se quiere explicar las relaciones entre las variables
manifiestas z1,...,7, a través de m variables latentes fi,..., f,, que en el

modelo se llaman factores comunes, de la siguiente forma:

i =+ Aif1+ o+ NS €5

Las p; y las Aj; son constantes, mientras que e; y los f; (con j=1...py
i =1...m) son variables aleatorias. Se considera a los e; no correlacionados
entre si y los e; son no correlacionados con f;. A los e; se les llama factores

especificos.
De manera matricial se puede escribir como

x = pu+ Af + e o centrando la variable en cero x — u = Af + e donde

= le1,e2,...,¢) , ' = [f1, fas .-, fm] v la matriz A

r = (T1,22,...,%,), €

contiene sélo constantes

Se supone que e y f tienen media cero, esto es E(e) =0y E(f) =0.

La matriz de varianzas y covarianzas del vector de factores especificos

cov(e) = U es diagonal
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W20 0

0 2 0
U = %2

0 ... 0 2

Suponiendo que la matriz de varianzas y covarianzas de f es I', por ser
simétrica y semipositiva definida se puede escribir como I' = LL/, si se con-
sidera el vector f* = L7'f, este vector mantiene su media en cero y tiene
matriz de varianzas y covarianzas var(f*) = L™'TL™" = L7'LL/L™" = I.
Ahora escribiendo A* = AL entonces A*f* = ALL™'f = Af, haciendo esto
que el modelo

r=pu+Nf+e=p+ALf+e

resulte indistinguible del original, entonces sin pérdida de generalidad se
consideran a los factores comunes como no correlacionados entre si.

Como se han considerado los factores comunes con correlacién cero al cal-

cular la varianza de z; se tiene que:

var(z;) = )\?1 + )\52 +...+ )\?m +var(e;) = Z/\?k + 1/1]2
— N

comunalidad  especificidad

Y las covarianzas quedan como:
m
cov(x;, xj) = E ik jk
k=1

Entonces el modelo de anélisis de factores tambien permite expresar a la matriz

de varianzas y covarianzas de x, la > como:

NS=AN+T

Al calcular la covarianza entre los factores comunes y las varibles originales
se tiene que:

cov(z, f) = E((Af +e)f') = A



30 CAPITULO 3. ANALISIS DE FACTORES

esto porque E(ff') = I y E(ef’) = 0, de manera que las cargas \;; son la
covarianza entre la variable original z; y el factor f;.

Entonces el andlisis de factores es adecuado para explicar las covarianzas y
el analisis de componentes principales es adecuado para explicar las varianzas.

Los factores se calculan por tres métodos:
1. Extraccién inicial de factores: factores principales
2. factores principales iterados

3. factores de maxima verosimilitud

3.1.1. Factores principales

Y1 = a1+ ...+ apTy

Yp = Qp1 X1 + ... + QppTyp
como los eigenvectores «; son ortogonales se tiene que

T =oanyr+ ...+ oY

Tp = Qp1y1 + ...+ Qpplp

de tal forma que en los ultimos términos se explica poco pues las compo-
nentes principales van reduciendo su varianza.

Podemos escribir lo anterior como

T = 01 + 0iY2 + .o A QY T i

que se parece a

T = A1+ Nifot oo A €

donde 7; = Qi1 iYmt1 + - - - F QYp.

Hay que fijarse que los 7; no cumplen con el supuesto de ser no correla-
cionados. Como 7; = Qpm+1Ym+1 + - - . + Y, para cada ¢ aparecen las mismas

componenetes principales y;, entonces las 7; si estdn correlacionadas.
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Sin embargo esto se toma como una aproximacion.
Para asegurar que los factores comunes f; tengan varianza 1 se redefinen

CcOo1mo

fi=—F—"2—

var(y;)

Tomando esto en cuenta cada z; queda definida como:

x; = a1 f1,/0aTY1 + ;i fa\/VaTYs + . ..+ Qi fp/0aTY,

Las cargas quedan definidas asi

Aij = ajin/var(y;)

y los factores especificos

Ni = Qmitifmr1 /0 (Ymy1) + -+ Qi fpy/var(y,)

Como las componentes principales y son no correlacionadas, entonces las
eta; no tienen correlacién con f; quedando finalmente

T = A1+ Aafo+ oo+ A S 1

Sin embargo las 7; si son correlacionadas.

3.1.2. Factores Principales Iterados

Si la matriz de varianzas y covarianzas corresponde a datos estandarizados
ocurre que

1 =war(x;) =Y 1 A\h + w?, de aqui se puede obtener un estimador de la
matriz W

Se hace un método iterativo para hallar los factores comunes de la manera

siguiente:

1. encontrar una comunalidad inicial.

2. hacer un componentes principales de la matriz S — \ff, usar las cargas de

los primeros m componentes como columnas de A

3. recalcular ¥ como la diagonal de S — AN
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4. regresar al paso 2 con este nuevo estimador de W

Se itera hasta que las diferencias entre los pares A y ¥ de dos pasos consecutivos

sean practicamente cero.

3.1.3. Factores por maxima verosimilitud

Suponiendo normalidad multivariada en los datos observados y suponiendo
el modelo de factores se tiene que la verosimilitud L es funcion de los datos
y de los pardmetros es decir, L(x; pu, X)) = L(x; pu, A, V). En este caso la u se
considera como parametro de ruido. Y se puede proceder de dos formas, una
sustituyendo a p por el estimador maximo verosimil, y otra descomponiendo
la verosimilitud en dos factores, usando verosimilitud condicional dada la .
En ambos casos resulta que los estimadores méximo verosfmiles A y ¥ son los

valores que maximizan :

F = —{In|AN + U] + traza(S|AN + ¥|™) — In|S| — m}

La funcién F' toma valor de cero si S = AN’ + ¥ y valores negativos de
otra manera. Se usa realmente un método que hace la maximizacion de la
verosimilitud en pasos, ver capitulo 16 de Krzanowski. El método de maxima
verosimilitud es el inico que es independiente de la escala de medicién, da los

mismos resultados usando la matriz de correlaciones que la de covarianzas.

3.2. Consideraciones a tomar en cuenta

Los datos estdn contenidos en la matriz S de tamano p X p que contiene
p(p + 1)/2 elementos no redundantes.

Para cada z; hay que determinar m elementos de A;; y un elemento v

Tambien se introducen m * (m — 1) condiciones para que la matriz A’U 1A

tenga ceros como elementos fuera de la diagonal.
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Entonces para que el modelo sea estimable debe ocurrir que
p(p+1)/2>pm+p—1/2xm=*(m—1) En la tabla se muestra que ocurre

con distintos valores para p.

Numero de variables 345 6 789 10 15 20
Méximo ntumero de factores 1 1 2 3 3 4 5 6 10 14

3.2.1. Rotacion de factores

Si se tiene una matriz de rotacién H esta cumple con HH' = 1.

Si se rota el factor f como f* = Hf y se hace A* = AH’', resulta que
AN f*=AH'Hf = Af, esta f* cumple con E(f*) = HE(f) =0y Var(f*) =
HVar(f)H' = HIH' = HH' = I de manera que el nuevo modelo z = A* f*+e¢
es indistinguible del original x = Af + e.

En muchas ocasiones se usa la rotacion para lograr una mejor interpretacion
de los factores comunes, y sucede que las comunalidades y especificidades se

MANTIENEN SIN CAMBIO.

3.2.2. Inconvenientes

1. Hay que decidir cuantos factores hay.

2. Hay limitaciones en cuanto al nimero de factores segtin el nimero de

variables originales.
3. Los factores comunes NO son unicos.

4. Si aumenta el tamano de muestra también aumenta el nimero de esti-

madores de factores comunes f;;, m para cada sujeto.



